4. ALGORYTMY ROZPOZNAWANIA 1
1 Wstep P{y(X) # 0}, czyli blednej klasyfikacji. Wprowadzmy w
tym celu pojecie funkcji strat zdefiniowanej jako
Przedstawimy teraz w sposéb ogélny zadanie rozpoznawa- 0. dlai—i
nia. Rozpoznawany obiekt pochodzi z jednej z kilku L(i,j) = ’ at=J
; : ) o ’ 1, dlai#j,
klas. Wykonywany jest na nim pewien zestaw pomiaréw,

na podstawie ktérego nalezy ustalic z ktérej klasy on
pochodzi, czyli rozpoznaé¢. Zadanie polega na wyznaczeniu
najlepszego sposobu rozpoznawania, czyli takiego ktoéry
myli si¢ najrzadziej.

Przykladem moze by¢ zadanie diagnozy medycznej,
ktéra lekarz podejmuje wykorzystujac informacje, réznego
rodzaju. Jest nia ogélna wiedza nabyta z literatury przed-
miotu, ktéra bedziemy nazywa¢ aprioryczna, jak réwniez
wlasne praktyczne do$wiadczenie, czego odpwiednikiem
bedzie tzw. ciag uczacy. Wspomniany zestaw pomiaréw,
to np. wyniki badan wykonanych wobec pacjenta, czyli
informacja empiryczna.

W naszych rozwazaniach symbol f nalezy rozumie¢ jako

ffcoo
2 Przedstawienie problemu

W parze (6, X) zmiennych losowych, 6 przyjmuje warto$ci
w zbiorze M = {1,2,...,m}, elementy ktérego nazywaja
sie klasami, X na prostej (—o0,00). Gestosciag prawdo-
podobienstwa w klasie ¢, czyli gestoscia warunkowsa, jest
filz) = f(z|0 = ). Prawdopodobienstwa klas, to p;
P{0 = i}, przy czym Y .- p; = 1. Gestosci f;(z) oraz
prawdopodobienstwa p; skladajg sie na tzw. informacje
aprioryczna.
Bezwarunkowa gestoScig zmiennej X jest zatem

T) = sz‘fz‘(f)

Prawdopodobienstwo a posteriori klasy ¢, czyli po wykona-
niu obserwacji X = x, to

pifi(x)
flx) ’

P{0=ilX =z} = (2.1)
1=1,....,m

Zadanie polega na rozpoznaniu klasy 6 na podstawie X.
Rozpoznanie to, czyli decyzja o przynaleznosci do klasy,
moze by¢ poprawna lub bledna. Wyznaczymy teraz najlep-
szy sposéb podejmowania decyzji, czyli rozpoznawania.

Zaczniemy od pojecia reguly rozpoznawania. Definiuje
sie ja jako funkcje, oznaczmy ja jako ¢ (z), ktéra kazdemu
punktowi x € (—o00,00) przyporzadkowuje element ze
zbioru M, rys. 2.1. Jedli zatem pomiar X wykonany
na klasyfikowanym obiekcie jest réwny z, to regula ta
klasyfikuje go do klasy #(x). Ze wzgledu na to, ze
estymowana zmienna 6 jest natury losowej, zadanie jest tzw.
problemem Bayesa.

2

1 x

Rys. 2.1: Przykladowa regula rozpoznawania, m = 2.

Wyznaczymy teraz regule optymalna 1" (z), czyli taka,
ktéra zapewnia najmniejsze prawdopodobiefistwo pomytki

gdzie j jest klasa, do ktérej nalezy X, a ¢ decyzja. W
przypadku blednej klasyfikacji ponoszona jest zatem strata
w wysokosci 1, przy prawidlowej stratg jest 0.  Jest
wiec oczywiste, ze prawdopodobiefistwo blednej klasyfikacji
mozna wyrazic jako

P{p(X) # 0} = EL(y(X),0),

ktéra to wielkoS¢ nazywa sig ryzykiem.
Aby je wyliczy¢, zauwazmy, ze

EL ZE{L ,0)10 = j}P{0 = 5}
_Z/ 3)p; fi(x)dz
/ ZL 3)pifi(z) | da.
Zatem
EL(*(X),6) = min [ > L) i fo) | da
/fpnén ;L J)pifi(x) | de.

Dla ustalonego x optymalna reguta jest wiec réwna temu 4,
ktére minimalizuje wyrazenie

Ll f(@)

= L(i, 1)p1f1(z) +
+ L(j, m)pm fm (2).

Jedli zatem () = i, to powyzsza wartoS¢ jest réwna

<+ L(i,0)pi fi(w) +

ST opifil@) = D pifi) - pifi(x)
=g j=1

f(z) = pifi(z),
bowiem L(, j) = 1 dla wszystkich j # i 1jedynie L(i,7) = 0.
Jej warto$¢ minimalna, to

f(x)

ktéra przyjmuje dla

- ri%%;[(pifi(m),

P (x) = arg I}éﬁ}\}(pzfz(%) (2.2)
Zatem
BL(W (X),6) = [ ZL i f(a) | deo

/ (f (z) — rirggpifi(w)) dzx
:1—/<gg\§piﬁ(w)) dz.
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2 4. ALGORYTMY

ROZPOZNAWANIA

W rezultacie
Pt 20} =1 [ (mggmifia) ) do

Regule optymalna mozna przedstawié w nieco innej
formie. Wprowadzajac wskaznik klasy ¢

L,
I{‘g:l} = { 0’

zauwazmy, ze funkcje regresji

dla 0 =i
dla 6 # 4,

7‘1($) = E{I{Q:Z}|X = :12}, (23)
mozna wyrazi¢ wzorem
_pifilz) iy —
ri(x) = @) P{0 =i|X = z}. (2.4)

patrz (2.1). Zatem optymalna regula (2.2) operujaca gestos-
ciami jest réwnowazna ponizszej

V7 (2) = argmaxri(z). (2.5)

ktéra odwotuje sie do funkcji regresji. Zalicza ona
obserwacje X do klasy 7, dla ktérej prawdopodobienstwo
a posteriori jest najwieksze.

Uwaga 2.1 (dychotomia) W  problemie
czyli dwdch klas,

* _ 9
TP (.’L‘) - { 2’
,  jeslira(x) < ri(x)

, W przeciwnej sytuacyi,

dychotomii,

—_

jesli pafa(z) < p1fi(x)
w przeciwnej sytuacyi

—_

rys. 2.2, oraz

P (X) 6} = EL( (X),6)
[ 1L @, 0p i) + L (@), 2Dpafata)) do

= /min [p1f1(x), P2 fo(z)] da.

V()

1+
Ml

Rys. 2.2: Dychotomia, m = 2. Ilustracja reguly optymalne;j
¥*(z). Pole zakreskowane jest prawdopodobienstwem jej
biedu.

3 Algorytmy uczenia

Zakladamy, ze ani gestoéci w klasach f;(z), ani praw-
dopodobienstwa p; nie sg znane. Dysponujemy natomiast
ciagiem uczacym

(alaXl)a(92,X2)a(037X3),"';(6’n3Xn)7 (31)

tzn. ciagiem niezaleznych realizacji pary (0, X). Oznacza
to, ze znamy kolejne obiekty X; i klasy 6;, do ktérych one
naleza. Na podstawie tego ciagu mozna estymowaé niez-
nane rozklady prawdopodobiefnistwa i rezultaty wykorzystaé
w algorytmach rozpoznawania.

Oznaczmy teraz przez v, (x) empiryczng regule rozpoz-
nawania, czyli regule opracowang na podstawie ciggu
uczacego (3.1). Jedli zatem 1, (z) = i, to regula ta zalicza
z do klasy 1.

Wszystkie podane ponizej algorytmy sa asymptotycznie
optymalne, co oznacza to, ze

lim_ Pl (X) # 6} = P{y"(X) # 6},

Wiasno$¢ ta wynika z tego, ze wykorzystuja one niepara-
metryczne estymatory gestoSci i regresji, ktére sa zgodne,
tzn. zbiezne do gesto$ci w poszczegdlnych klasach i funkcji
regresji charakterystycznych dla tych klas.

W dalszej czeéci symbol #{} oznacza liczbe elementéw
speiajacych warunek zawarty w {}, np. jeli a1 = 3,a9 =
5,a3 =7, to #{a; : a; <5} =2.

3.1 Estymacja gestosci

Znany nam estymator jadrowy gestosci f;(x) przyjmuje
postac

1 ~ xr —Xj
fi(z) = Noh(ND) ;I{ej:i}f( (h(Ni) ) ,

gdzie N; jest liczbg obiektéw z klasy ¢, czyli

Ni=> Tg,—.
j=1

Dzigki uzyciu wskaznika Ity —;y zalezy on jedynie od X;
pochodzacych z klasy 4, czyli tych X, dla ktérych 0; =
i. Dla odpowiednio wybranej funkcji jadrowej i ciggu
liczbowego spetniajacego warunki

h(n) "= 0,nh(n) "= oo, (3.2)

estymator ten jest zgodny, tzn. zbiega sie do f;(x), gdy
liczba obserwacji narasta do nieskonczonéci.
Estymator prawdopodobiefistwa p; ma natomiast oczy-

wistg postac:

. N;

DPi = —.

n
W rezultacie jako empiryczna regule rozpoznawania przyj-
mujemy N
arg max i fi(x)),

czyli

-~ R z—X;
¥, (r) = arg max Iig,—i K( J)
(=) i h(Ni)j; 5= h(Ni)
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4. ALGORYTMY ROZPOZNAWANIA 3

Jesli zastosuje sie jadro prostokatne

1
{3
0,

dla 2| <1
dla |z| > 1,

to

- r—X;
Iig_inK J)
j; {0;=1} (h(Ni)
== :}%‘é{)(7 : 9]' = i, ‘X] — JT‘ S h(NZ)}

Prawa strona tego wyrazenia jest wiec liczbg obserwacji z
klasy i zawartych w odcinku [z — h(N;), z 4+ h(N;)]. Reguta
przyjmuje wéwczas postac

(X0 =i )X — 2 < B(V))

arg max
S L (V)

Wykorzystanie metody NN, czyli najblizszego sasiada,
prowadzi do estymatora

— k(N;
folz) = #

QNidi(l', k’(NIL))
gdzie d;(x; k(N;)) jest odlegloScia pomiedzy punktem x a
k-tym najblizszym mu pomiarem sposréd pochodzacych z
klasy i. Ciag liczbowy k(n) spelia warunki

k n— oo
00, F) g

k(n) "=~ (3.3)
poniewaz, jak wiemy, zapewniajg one zgodnos¢ estymatora.
W rezultacie reguta rozpoznawania przyjmuje postac

- k(N;)

¥n(@) = argmax 7Sy

3.2 Estymacja regresji

Nieco inne i prostrze algorytmy uzyskuje sie wychodzac z
(2.5) i estymujac funkcje regresji (2.3).

Metoda jadrowa prowadzi do estymatora regresji o
postaci

) = iy ;I{‘“‘”K (')

przy czym funkcja K i ciag liczbowy h(n) spehiaja warunki
jak w jadrowym estymatorze gestoSci.  Wynika stad
ponizszy algorytm rozpoznawania:

~

=1 n)

Dla jadra prostokatnego przyjmuje on postaé

o~

b (2) = argmax #{X; : 0; =i, [X; — 2| <h(n)}, (34)

w ktérej wyrazenie w nawiasie kwadratowym jest liczba
obserwacji z klasy ¢ zawartych w odcinku [x—h(n), x+h(n)].

Estymator NN wymaga uporzadkowania par w (3.1), co
doprowadza do ciggu

Oy, X (1)), (12, X(2)), (O3, X(3))s - - -5 (Opngs X)),

w ktérym
|X(1) — $| < ‘X(z) — x\ <0< |X(n) — .22|

Kryterium porzadkowania jest odlegltos¢ X; od punktu
x, bowiem pozycja, na ktérej para (Y;, X;) z ciagu
(3.1) znajdzie si¢ w ciagu uporzagdkowanym zalezy od tej
odleglosci, czyli od |X; — z|. Jedli odleglo§é ta jest j-
ta co do wielkoéci, to pozycja ta jest j, co oznacza, ze
(0;, X:) = (0}, X(j)). Z uwagi na (2.3), estymatorem
funkcji regresji r;(x) jest
1

~ k(n)
Wartose #{X,; : 0, = i,|X; — x| < k(n)} jest liczbg tych
X, ktére pochodzy z klasy i oraz znajdujg sie wéréd k(n)
wszystkich obserwacji najblizszych punktowi x. Estymator
ten prowadzi do algorytmu rozpoznawania jak ponizej:

7i(x) #{X;:0;, =i,|X; — x| < k(n)}

P (w) = argmax #{X; : 0; =i, |X; — 2] <k(n)}, (3.5)

czyli zalicza x do klasy, ktéra jest najliczniej reprezen-
towanej wéréd k(n) jego najblizszych sasiadéw.

Niekiedy stosuje sie algorytmy, w ktérych k(n) = const
nie zmienia sie wraz z dlugoScia ciagu uczacego. W
szczegllnodei moze byé tak, ze k(n) = 1, co oznacza, ze
termin "najblizszy sasiad" rozumiany jest dostownie. W
celu odréznienia tych algorytméw i wskazania, ze chodzi np.
o k najblizszych sasiadéw stosuje si¢ niekiedy oznaczenie k-
NN.

3.3 Wiele wymiaréw

Uogélnienie na przypadek wielowymiarowy moze nastapi¢
przez uzycie pojecia normy wektora x oznaczanej jako ||z||.
Dla wektora o dwéch wymiarach, czyli @ = [z1,22]7,
przyklady norm, to

||| = /22 + 3, (3.6)
[z = |z1] + |22 (3.7)
[|z|| = max(z1, x2), (3.8)

3.3.1 Algorytm jadrowy

Dla wielu wymiaréw reguta (3.4) przyjmuje postaét
() = argmax #{X; : 0; =4, | X; — z[| < h(n)},

przy czym wyrazenie w nawiasie kwadratowym jest liczba
obserwacji z klasy ¢ zawartych w sferze o promieniu h(n) i
srodku w punkcie z. Modyfikacji musi jednak ulec drugi z
warunkéw w (3.2), gdyz nalezy go zastapi¢ przez

lim nh(n) — oo,

n—oo
gdzie d jest wymiarem wektora X.

Na rys. 3.1 zilustrowano zasade dzialania reguly przy
zastosowaniu normy (3.6). Dla z géry ustalonego h(n),
wektor x zalicza ona do klasy (), poniewaz jest ona liczniej
reprezentowana w kole o promieniu h(n) niz klasa 0. Na
rys. 3.2 norma jest (3.7), a z tych samych powodéw wektor
x zaliczony jest do klasy [J.
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4 4. ALGORYTMY ROZPOZNAWANIA

Rys. 3.1: Algorytm jadrowy. Ilustracja reguly (3.4); norma
(3.6).

O

Rys. 3.2: Algorytm jadrowy. Ilustracja reguly (3.4); norma
(3.7).

3.3.2 Algorytm NN

Jeshi X jest wektorem, to w algorytmie NN obserwacje
porzadkuje sie wedlug odlegloSci mierzonej norma. Reguta
(3.5) przyjmuje wtedy postaé

Do) = argmax X 0; = i, |X; — 2| < k(n)}.

Tlustracja tego algorytmu jest rys. 3.3. Dla ustalonego z
géry k(n) = 7, rozpoznaje on x jako pochodzacy z klasy
(], poniewaz jest on liczniej reprezentowany wsréd jego
najblizszych 7 sasiadéw niz (). Zastosowano przy tym

norme (3.8).
o
)
© o
o | r(kn), , o
= o
: 5 © o
= m}

Rys. 3.3: Algorytm NN. Tlustracja reguly (3.5); m = 2,
k(n) =7, norma (3.8).

3.4 Podsumowanie

W algorytmie jadrowym bezposredni wplyw na decyzje
maja obserwacje zawarte w odcinku [z — h(n),z + h(n)],
gdzie h(n) jest deterministyczne, niezalezne od ciagu

uczacego. Ich liczba jest losowa a wartos¢ oczekiwana, to

z+h(n)
nP(IX el <) =n [ siepas
~ nh(n)f (@),

ktora to wielko$¢ narasta do nieskonczonoS$ci gdy n — oo,
patrz (3.2). W algorytmie NN liczba ta jest zdetermi-
nowana, wynosi k(n) i tez narasta do nieskonczonosci, patrz
(3.3).

Zauwazmy na koniec, ze algorytmy (3.4) i (3.5) mozna
zapisa¢ jedng wspolng formuty

¥n(2) = argmax #{X; : 0; = 4, [|[X; — x| € S(z,7(n))},

w ktorej S(x,r(n)) jest sfera o promieniu r(n) umieszczong
w punkcie z, czyli zbiorem punktéw v takich, ze ||z — v|| <
r(n). Réznica polega na sposobie ustalania tego promienia.
W pierwszym r(n) = h(n) jest ustalane z géry i nie zalezy
od ciggu uczacego. W drugim r(n) = ||z — X(x(n)) || zalezy,
bo jest odlegtoScia pomiedzy z a k(n)-ta najblizsza mu
obserwacja w ciggu uczacym.

4 Problemy parametryczne

Zalézmy teraz, ze informacja o rozkladach w poszczegdlnych
klasach jest znacznie wigksza, ze znane sa ich postaci
funkcyjne. Dla przykladu przyjmijmy, ze rozklady w
klasach sa normalne, tzn. ze

1

V2o,

o (@—n;)? /202

filz) =
Optymalna reguta zalicza zatem x do klasy
arg max [Piewmf/za?} ,
(3 Ui
Poniewaz

2
In <pie—(w—ui)2/203> b o)

o; o; 2012

jest ona réwnowazna regule zaliczajacej ten punkt do klasy

W—lnpi}

arg min
i { 2012 g;

Naturalng propozycja empirycznej reguly jest zastapienie
nieznanych wartosci ich estymatorami.
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