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1 Estymacja gestoSci
prawdopodobienstwa

Oméwimy teraz metody estymacji funkcji gestoSci praw-
dopodobienstwa. Mozna je podzielic na dwie kategorie:
parametryczne i nieparametryczne. W pierwszej znany
jest funkcyjny ksztalt gestosci, nieznane sg jedynie wartoSci
jego parametréw. JeSli, np. wiadomo, ze rozklad jest
normalny, to do ustalenia pozostaje warto$¢ oczekiwana i
wariancja. Je§li natomiast gestoSc jest calkowicie nieznana,
to mamy do czynienia z problemem nieparametrycznym.
Estymowaé nalezy funkcje, a nie jedynie skonczony zestaw
liczb (parametréw).
Podstawa wnioskowania jest ciag niezaleznych zmiennych
losowych
X, X1,X5, X5, ...

X (1.1)

Kazda z nich ma nieznang gestos¢ f.

2 Metody parametryczne

Metody parametryczne stosujemy je§li znana jest postac
funkcyjna gestosci, lecz nieznane sa jedynie wartoSci jej
parametréw. Istote metod parametrycznych oméwimy na
przykiadzie rozktadu normalnego, czyli rozktadu o gestosci
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Ma on dwa parametry: warto$¢ oczekiwana p oraz

wariancije o2.

Naturalnym estymatorem wartosci oczekiwanej p = EX

jest
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i

7 praw wielkich liczb wynika jego zbieznos¢ do p. Z uwagi
na nig moéwimy, ze nasz estymator jest zgodny (estymator
jest zbiezny do warto$ci estymowanej). Jako oszacowanie
gestoéci mozna wiec przyjac

Fule) = —

e—(fﬂ—ﬁn)z/Z72 .
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Jesli natomiast znana jest wartos¢ oczekiwana, to wa-
riancje 02 = E(X — u)? mozna estymowa¢ jak ponizej:
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=1
Zgodno$¢ wynika z praw wielkich liczb. Jesli natomiast
nieznane sa prawdziwe wartoéci obydwu parametréw, to

jako estymator wariancji mozna przyjac

n
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3 Metody nieparametryczne

Metody nieparametryczne stosujemy, jeSli informacja
wstepna (aprioryczna) o gestosci jest dalej posunieta, jesli
posta¢ funkcyjna gestoSci nie jest znana.

Idea estymacji funkcji gesto$ci jest przedstawiona na
rys. 3.1. Wychodzi ona z tego, ze

1 :
$a) = 1, f@a = i,

gdzie A jest odcinkiem zawierajacym w swoim wnetrzu
punkt z, a |A| jego dlugosécia. W procesie estymacji utamek

P{X € A}
A

P{X e A}
Al

szacuje sie¢ wstawiajac czesto§¢ wpadania obserwacji do
odcinka A w miejsce prawdopodobienstwa, co prowadzi do
wyrazenia

czesto$t wpadania obserwacji do odcinka A

1
dtugo$¢é odcinka A (3.1)

Jest przy tym oczywiste, ze dlugo$¢ odcinka A powinna
male¢ do zera, gdy n — oo.

P{XeA}

fz)

‘ p b
Rys. 3.1: Idea estymacji f(x).
powierzchni, to P{X € A}.

Pole zakreskowanej

Przedstawimy trzy metody postepowania. W pierwszej
dtugo$¢ odcinka jest stala, nie zmienia sie wraz z n.
Estymator przyjmuje na nim stala warto$¢. Jego wykres
nazywa si¢ histogramem. W pozostalych dlugos¢ odcinka
zmienia sie. W metodzie jadrowej jest ona z géry ustalona,
natomiast czesto§¢ wpadania szacuje empirycznie si¢ na
podstawie obserwacji. W metodzie typu najblizszy sasiad,
z gbry ustala sie czesto$¢, natomiast dlugo$c¢ przedziatu
wylicza si¢ na podstawie danych pomiarowych. Innymi
stowy w metodzie jadrowej mianownik utamka (3.1) ma
charakter deterministyczny, a licznik jest losowy. W
metodzie typu najblizszy sasiad jest na odwrdét, licznik jest
deterministyczny, a mianownik losowy.

4 Histogram

Histogram jest metoda, ktéra lokuje si¢ pomiedzy meto-

dami parametrycznymi i nieparametrycznymi. Jest ona

niejako zapowiedzia nieparametrycznej metody jadrowej.
Zalézmy, ze gesto$é okreslona jest na odcinku [a, b]. Niech

@:$0<$1<x2<"'<‘rn—1<mn:ba

gdzie ;41 — x; = A. Odcinek ten zostal w ten sposéb
podzielony na n pododcinkéw A; = [z;,2,11), kazdy o
dhugoséci A = (b—a)/n. Na kazdym z nich estymator f,(z)
gestodci jest funkcja stala réwna wartoéci w (3.1), czyli

_ liczba X; w zbiorze A;

fn(z) = An ,dla z € A;.
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2 2. ESTYMACJA GESTOSCI

Jest oczywiste, ze
Bfu) = xPIX e A} = 5 [ (o)
n - A X3 - A AI .
7 prawa wielkich liczb wynika ponadto, ze
fule) "= 1 [ rce
n(z A/,

wedlug Sredniej drugiego rzedu. Estymator jest niezwykle
prosty, ale nie mozna oczekiwaé¢ zbieznosci do f(x).
Przyklad histogramu pokazany jest na rys. 4.1. Es-
tymator jest staly na kolejnych odcinkach. Na kazdym
jego wartos¢ jest réwna liczbie obserwacji w nim zawartych,
czyli 2,5,10,12,9,6,4, podzielonej przez liczbe wszystkich
obserwcji, czyli 24+ 5+ 10+ 1249+ 6 + 4 = 48.

]

g

[2}5\10\12\9\6\4

\ \ \ \ \
Rys. 4.1: Przykladowy histogram.

obserwacji w poszczegdlnych odcinkach.

Zaznaczono liczby

Rys. 4.2 przedstawia natomiast gesto§¢ rozkitadu
normalnego na odcinku [—2,25,2,25] i granice, do ktorej
zbiega sie histogram dla A = 4,5/18, gdzie 18 jest liczba
poodcinkéw.

Rys. 4.2: Gesto$¢ N(0,1) i granica (funkcja schodkowa) do
ktoérej zbiega si¢ estymator histogramowy.

5 Metoda jadrowa

W metodzie jadrowej odcinek A ustala sie jako [x—h, x+h],
gdzie h jest z gory przyjeta liczba, patrz rys. 5.1, natomiast
czesto$¢ wpadania obserwacji do tego zbioru ustala sie
empirycznie, co prowadzi do ulamka

Czed0s¢
usdanaempirycznie

z+h

Rys. 5.1: Idea estymatora jadrowego; h ustalone, czestosé
wyliczana empirycznie.

z-h T

1/2

-1 0 1
Rys. 5.2: Jadro prostokatne.

Zatem

liczba obserwacji w zbiorze [z — h,z + h]
- Tr — Xi

=2 K
2 (5),

skad wynika, ze

czestosé wpadania do zbioru [z — h, z + h|
2h

1 - .’L‘—Xi
:nh;[(< - )

Uzalezniajac h od liczby obserwacji, otrzymujemy jadrowy
estymator gestosci o postaci

R0 = o > ()

i=1

Klase funkcji jadrowych mozna znacznie poszerzyt. Moga
to by¢ funkcje ograniczone, ktére spekliaja nastepujace
warunki:

lim |v|K(v) = 0.

[v|—o0

/K(v)d’u =1,

Przyklady takich funkcji, to jadro:
o tréjkatne, patrz rys. 5.3,

1_|U‘7

K(v) = { 0

dla jv] <1
dla |v] > 1,

czestosé wpadania obserwacji do odcinka [x — h, x + h]

2h
liczba obserwacji w odcinku [x — h, z + h]

2nh

Aby go sprawnie wyliczy¢, wprowadzmy jadro pros-
tokatne K, patrz rys. 5.2,

1
- <

Kw)={ 2 dla [v| <1 (5.1)
0, w przeciwnym wypadku.

\
Rys. 5.3: Jadro tréjkatne.

o paraboliczne, rys. 5.4,

K(v):{ %(1—1}2), dla jv] <1

0, dla |v| > 1,
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2. ESTYMACJA GESTOSCI 3

/TN

Rys. 5.4: Jadro paraboliczne.

o Gaussa-Weierstrassa, rys. 5.5,

N\

Rys. 5.5: Jadro Gaussa-Weierstrassa.

o Poissona, rys. 5.6,

\
Rys. 5.6: Jadro Poissona.

o Fejéra, rys. 5.7,

1 sin“ v
K@) ==
() T v2
o Lebesgue’a, rys. 5.8,
1
K(v) = ief‘vl.

Ciag nieujemnych liczb {h(n)} spelia natomiast warunki

lim h(n) =0,

n—oo

lim nh(n) = .

n—oo

Jesli
h(n) =en™7,
gdzie ¢ > 0, to sa one spelnone dla 0 < v < 1.

Przy funkcji jadra i ciggu liczbowym wybranymi we
wskazany sposéb estymator jest zgodny, tzn.

lim E(fu(z) = f(2))* =0

n—oo

w kazdym punkcie x w ktérym gestos¢ f jest ciagla.

Rys. 5.7: Jadro Féjera.

Rys. 5.8: Jadro Lebesgue’a.

Wykorzystujac rezultaty podane w Cwiczeniach 5.1 i 5.3,
mozemy napisac

2 ~

+ var(fn ()]

(5.2)

Widzimy wiec, ze male h(n) zmniejsza pierwszy skladnik
sumy pochodzacy od obcigzenia Ef/'\n(l’) — fx) 1 jed-
noczeSnie niebezpiecznie zwigksza drugi pochodzacy od
wariancji. Wlasciwy dobér h(n) jest zatem kompromisem
pomiedzy tymi sprzecznymi tendencjami.

Je$li chodzi o zastosowania, to pojawiaja sie dwa
problemy. Pierwszy to wybér funkcji jadrowej K, drugi
to decyzja co do ciagu liczbowego h(n). Nalezaloby
je wybra¢ tak aby np. zminimalizowa¢ catkowy biad
§redniokwdratowy

MISE = E /(ﬁ(x) ~ fa))2da.

Analiza pokazuje, ze dobér ciggu liczbowego jest znacznie
istotniejszy. Z (5.2) wynika, ze zdecydowanie nalezy przy
tym unikaé¢ zbyt maltego h(n).

Komputerowe badania symulacyjne prowadza do
wynikéw pokazanych na rys. 5.9. Dla kazdej liczby
obserwacji n istnieje optymalne h. Wiyniki potwierdzaja
wcezeSniejsza uwage, ze przyjecie zbyt malej wartosci
jest niebezpieczne, gdyz prowadzi do gwaltownego
wzrostu btedu spowodowanego wzrostem wariancji, patrz
Cwiczenie 5.3.

MISE

Rys. 5.9: Algorytm jadrowy. Zalezno$¢ MISE od h.
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4 2. ESTYMACJA GESTOSCI

Cwiczenie 5.1 Z (5.3) wynika, ze dla nieujemnego jgdra,
obcigzenie estymatora, czyli E f,(x) — f(x), jest réwne

h(ln)/K (1;1(_“””) f(v)dv—/f(x)K(v)dv

/K(v) dv—/f

/K@)[ (& + h(n)) — f(z)] do

1 co wartosci bezwzglednej ograniczone przez

n) / (0| K (v)dv

przy zatozeniu ze | f(x+hy)—f ()| < chly| dla wystarczajgco
malego h (Mowimy wtedy, e gestosé spelnia w punkcie x
lokalny warunek Lipschitza). Dla dy = ¢ [ |v|K(v)dv zatem

f(z+hn

|Efa(@) = f(2)| < dih(n).

Cwiczenie 5.2 Zauwazmy, e przyjete funnkcje jadrowe
zbiegajq sie do delty Diraca:
/ K(¢

1 v—x
()
/K )dE,

Bh) = s [ K () f0)00
ktdra to wielkost zbiega sie do
[ow-orreias [ Ki©d = 1o [ Ki©)de

gdy n — oo. Jesli wiec fK({)dg =1, to

h—0
— 0(v—ux)

Zatem
Efn(z

bowiem

Cwiczenie 5.3 Ponicwa obserwacje sq niezaleine, zatem
1 r—X
K
nh2(m) { < A(n) ﬂ
K2 r—X
h(n) )1
Ze wzgledu na to, ze wyrazenie w nawiasie kwadratowym

zbiega si¢ do f(x fK2 )dv, patrz Cwiczenie 5. 2, istnieje
ds, takie ze

var[ o ()] =

< 1 [ 1
~ nh(n) | h(n)

1
nh(n

Var[fn(x)] <dy

~—

6 Najblizszy sasiad

W metodzie nazywanej "najblizszy sasiad" (czyli NN, od
nearest neighbour) czesto$¢ wpadania do odcinka ustala sie
z gory, natomiast jego dlugost zalezy od obserwacji, patrz
rys. 6.1.

Przed przystgpieniem do wiasciwej estymacji obserwacje
(1.1) porzadkuje sie w nowy ciag
Xy, X2, X RYOF

(3)r- s (6.1)

w ktérym

‘X(l) - x\ < |X(2) - .’L‘| < X(g) << |X(n) - .’L‘|
Oznacza to, ze X(1) jest obserwacja polozona najblizej
punktu z, X() jest nastgpna, natomiast X,y jest naj-
bardziej oddalona. Jako czestos¢ wpadania do zbioru
przyjmuje sie utamek k/n, gdzie k jest ustalong z géry
liczba. Odcinkiem A jest zatem [z — r(k),z + r(k)], gdzie
r(k) = | X&) — | jest odlegloécig pomigdzy punktem x a k-
ta najblizsza mu obserwacja. Wyrazenie w (3.1) przyjmuje
zatem postac:

k/n k

2r(k) B 2n| Xy — x|

Zadziwiajace jest to, ze wystepuje w nim bezpoSrednio
jedna tylko obserwacja X, aczkolwiek odpowiednio wyse-
lekcjonowana.

| . _ kK
CZest0s¢ zedana=

(k) ustalone
empirycznie

1 1 1
e-r(k) = wtik)
Rys. 6.1: Idea estymatora typu najblizszy sasiad; czestosc
zadana, (k) wyliczone empirycznie.

Estymator nasz nie korzystasta z wyj$ciowego ciagu (1.1)
obserwacji uporzadkowanych chronologicznie, lecz z ciaggu
(6.1), w ktérym obserwacje uporzadkowane sa wedtug ich
odlegtoéci od punktu z. Méwimy w zwiazku z tym, ze
korzysta on ze statystyk porzadkowych.

Jest oczywiste, ze k powinno si¢ zmienia¢ wraz z n, tak
aby dlugoé¢ przedziatu, czyli 2a = 2|X(,) — z|, malata do
zera, co prowadzi do estymatora o postaci:

7 k(n)

folz) = —————.
2n|X(k(n)) — $‘

Analiza pokazuje, ze warunkiem jego zbiezno$ci do f(x)
jest:

k
oo, lim ——= =0.
n—oo M

lim k(n) =

n—oo

Uwaga 6.1 Algorytmy histogramowy, jadrowy i NN
charakteryzuja sie pewnym podobienstwem. Zauwazamy to,
zapisujgc je w nastepujgcy sposcb:

liczba X; w zbiorze A;

fn(x): n|A| ’ dla’xeAia
gdzie A; = [z, xi11], |4 = A
~ liczba X; w zbiorze A,

fu(z) =

n| Azl ’
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2. ESTYMACJA GESTOSCI 5

h(n),z + h(n)],

~ liczba X; w zbiorze Ap(y)
n\T) =

(dla jgdra prostokatnego), gdzie A, = [x —

gdzie Ay = [x —r(k(n)), z +r(k(n))].

7 Metoda rozwiniec ortogonalnych

Estymator ortogonalny skonstruowany jest wedtug zupeinie
innej zasady niz oméwione powyzej. Jego istota polega na
rozwinieciu funkcji gestoéci w szereg ortogonalny.

Zbiér, na ktérym okreSlona jest gestos¢ prawdo-
podobienstwa oznaczmy jako D. W przypadku rozktadu
réwnomiernego jest to odcinek, dla rozktadu wykladniczego
jest to polprosta [0,00), dla normalnego cala prosta
(—00,00). Zalézmy dalej, ze na zbiorze tym istnieje uktad
funkcji ortogonalnych

900('7:)7 @1(1‘), <)02(x)a )
czyli takich, ze

/D pie)p; (@)dz = 0, dla i # J,

/D 02 (z)dx = 1.

Dla gestoSci f mozna skonstruowaé jej rozwiniecie ortogo-
nalne

)~ appy(@) (7.1)
k=0
Symbol "~" oznacza, ze
o= [ f@e@)s=Pax). (12
Z teorii rozwinigt ortogonalnych wynika, ze
/ fx)dz =" a. (7.3)
D k=0

Z uwagi na to, ze wspolczynniki aj rozwinigcia sa wartos-
ciami oczekiwanymi, mozna je estymowac jak ponizej:

_ 1 n
k= n Z Pr(X
i=1

W rezultacie, jako estymator gestosci przyjmuje sie

N(n)
fn Z ak(pk
gdzie N(n) jest pewnym ciagiem.
Zatem
_ N(n) 00
fo@) = f@)~ > @ —a)+ Y (—a),
k=0 k=N (n)+1

skad, z uwagi na (7.1) i (7.3), wynika, ze

N(n)
E 7,337 z))%dx = E(a, — ag)?
| (o) = 5(@)) > G-

=0
oo

Poniewaz Eay = a, patrz (7.2), i

3\)—‘

varli] = - varli, (X)] <~ B@(X) <

gdzie ¢ = maxy(max, ¢, (z)|), zatem E (ax — ax)® < ¢/n.
W rezultacie

£ [ (Fula) -

Bez trudu wnioskujemy teraz, ze jesli

(:U))degyc—&— i az.

k=N(n)+1

lim N(n) =00, lim ==0,
n—oo n—00 n
to
lim E | (fu(z) — f(z))*dz = 0.
n—oo D
Estymator ortogonalny jest zatem zbiezny do nieznanej
gestosci.

Przykladowe wyniki symulacji komputerowej przedsta-
wiono na rys. 7.1. Wida¢ wyraznie, ze blad gwaltownie
narasta przy zbyt duzym N. Dlugosé rozwinigcia w szereg
nie powinna by¢ zatem duza.

7
/

/

/

MISE

N 20
Rys. 7.1: Algorytm ortogonalny. Zaleznos¢ MISE od N.

Dla réznych zbioréw D nalezy wybra¢ odpowiednie
uklady funkcji ortogonalnych. Ponizej podano przyktady.
Jesh

e D = [—m, 7], to mozna zastosowal szereg trygonome-
tryczny:
k ! k k=1,2
——mx coskx, =1,2,...
/2 f f
o D = [—7, 7], to mozna zastosowa¢ uklad wielomianéw
Legendre’a:
2k + 1
pr(z) = 2+ Pi(x), k=0,1,2,...
gdzie
Po({IJ) = 1,
Py(x) =z,
1
Py(z) = 5(3x2 -1,
1
Py(z) = 5(5303 — 3x),

1
Py(z) = g(353c4 —302% + 3), itd.
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6 2. ESTYMACJA GESTOSCI

e D =10,00), to mozna wykorzysta¢ uklad Laguerre’a:
li(x) = Ly(z)e™/?,

gdzie

1
Li(x) = fém?’ + 2:52 3x+1,
Ly(z) = ix4f 2$3+3x2741¢+1 itd
* 24 3 T
e D = (—00,00), to mozna stosowny jest uktad Her-
mite’a:
i) = = Hy(w)e ™12
x) = ——=Hjg(x)e ,
NIV
gdzie
Ho(l‘) = 1,
Hl(.’IJ) = 2.’1),

Hs(z) = 82° — 12u,
Hy(z) = 162* — 182% + 12, itd.

Zwréémy uwage na to, ze w ukladzie Legendre’a funkcje
ortogonalne sa wielomianami. W ukladzie Laguerre’a i
Hermite’a funkcje te maja natomiast posta¢ wielomianéw
Li(z) i Hy(xz) pomnozonych przez funkcje wagowe e~%/2 i
e~/

8 Zakonczenie

Je§li nasza wiedza wstepna, czyli aprioryczna, o gestosci
prawdopodobienstwa jest natury parametrycznej, tzn. jesli
znamy jej posta¢ funkcyjng, problem sprowadza sie do
szacowania prawdziwych wartoSci parametréw. Szybko$c
z jaka maleje blad §redniokwadratowy jest rzedu 1/n.

Jesli natomiast nasza wiedza jest ubozsza, jeSli postac
funkcyjna nie jest znana, stosujemy metody nieparame-
tryczne. Najprostrzy jest histogram, ale ma on nieusuwalny
btad, polegajacy na tym, ze jest on zbiezny do funkcji, ktéra
jest jedynie przyblizeniem nieznanej gestos$ci. SzybkoSé
zbieznosci rzedu 1/n jest jednak zachowana.

W peki skuteczne sa trzy omdéwione metody: jadrowa,
NN i ortogonalna, aczkolwiek zbiegaja si¢ wolniej, a to
ze wzgledu na znacznie mniejszg informacje aprioryczna o
estymowanej gestoSci.

Pierwsza jest najprostrza obliczeniowo. Jej wada jest
duza wrazliwo§¢ na dobdér h(n), bowiem, przy malej
warto§ci tego wspélczynnika blad moze by¢ bardzo duzy,
rzedu 1/nh(n).

Algorytm NN ma z kolei dobre wtasnosci lokalne.
Obserwacje ktore decyduja o jego wartoSci w punkcie x
sa bowiem najblizszymi jego sasiadami, a ich odleglo$c
jest ponadto elastyczna. Jesli bowiem wokét niego jest
wiele obserwacji, sasiedztwo to jest niewielkie, jesli jest ich
malo, sigga ono dalej. Wada jest natomiast koniecznosc
uszeregowania tych obserwacji w odpowiedniej kolejnosci i
to dla kazdego punktu oddzielnie.

W odréznieniu od poprzednich, motywacja algorytmu
ortogonalnego jest natury analitycznej, a nie probabilisty-
cznej. Ma on dobre wlasnosci globalne, rozwinieciu
podlega bowiem cala gesto$¢ i zadnemu punktowi x nie
poSwieca sie przy tym szczegdlnej uwagi. Zaleta jest to,
ze po zakonhczeniu obserwacji, aby obliczy¢ jego wartosé
w dowolnym punkcie wystarczy pamietaé N(n) + 1 liczb,
a mianowicie ag,a1,...,an(n). W przypadku algorytmu
jadrowego i NN niezbedne jest zachowanie w pamieci
wszystkich n obserwacji X1, Xo,..., X,.
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